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• Background
• Advancing graph embedding techniques has shown promising results in various 
downstream tasks, such as node classification, link prediction and recommendation

• Despite all the progress we’ve made, there’s some recent work revealing that low 
degree nodes are suffering higher loss and lower predictive accuracy, which causes 
a degree‐related fairness concern, or denoted as low degree bias

Reference: Jian Kang, et.al. RawlsGCN: Towards Rawlsian Difference Principle on Graph Convolutional Network. In WWW 2022 



• Background
• Highly qualified node embedding learning in graph needs rich and high‐quality 
neighborhood information

• Due to the long‐tailed degree distribution in real‐world networks, tail nodes 
accounting for vast majority of nodes usually have few and even noisy links, which 
will lead to partially inferior performance if all the nodes are treated equally
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Reference: Wenqing Zheng, et.al. Cold Brew: Distilling Graph Node Representations with Incomplete or Missing Neighborhoods. In ICLR 2022



• Background
• Existing strategy

• Debias with heterogeneous information
• Debias without heterogeneous information: Two‐sided bias

• Sampling‐level debias
• Model‐level debias (Mainly discussed today)

Reference: 
Sadamori Kojaku, et.al. Residual2Vec: Debiasing graph embedding with random graphs. In NIPS 2021



• Outline
• Mainstream strategy: Train a competitive base model on head nodes first, then 
generalize it to tail nodes
• Head nodes have abundant structural information, thus can encode less error in the base 
model

• Different methods adopt different generalization strategy
• Self‐supervised learning based

• B. Hao, et.al. Pre‐Training Graph Neural Networks for Cold‐Start Users and Items 
Representation.WSDM 2021

• Meta‐learning based
• Z. Liu, et.al. Towards Locality‐Aware Meta‐Learning of Tail Node Embeddings on Networks. 
CIKM 2020

• Missing neighborhood imputation 
• Z. Liu, et.al. Tail‐GNN: Tail‐Node Graph Neural Networks. KDD 2021

• Knowledge distillation
• W. Zheng, et.al. Cold Brew: Distilling Graph Node Representations with Incomplete or 
Missing Neighborhoods. ICLR 2022



WSDM 2021



• PT‐GNN
• Intuition

• Despite advancing GNN models can incorporate higher‐order collaborative signal to alleviate 
cold‐start problem, they don’t explicitly optimize the tail(cold‐start) users/items or deal with 
cold‐start neighbors

• Existing work, such as FastGCN and GraphSAGE, tend to do neighbor filtering randomly
• Motivation & Contribution

• How to learn more accurate embeddings for cold‐start users/items by GNN?
• A reconstruction‐based pre‐training GNN model is proposed to learn high‐quality embeddings for 

cold‐start users/items
• How to explicitly deal with high‐order cold‐start neighbors when performing graph convolution?

• A meta aggregator and an MDP‐based neighbor sampler are proposed to enhance aggregation 
ability for each graph convolution step



• PT‐GNN
• Basic pre‐training GNN model

• Pretext task: reconstruct the cold‐start user/item 
embeddings

• Training data: head nodes with abundant 
interactions

• Ground truth: NCF embeddings learned upon full 
observed interactions

• Synthetic cold‐start users/items generation: 
Randomly sample K neighbors in each layer



• PT‐GNN
• Meta aggregator

• Cold‐start neighbors will harm the embedding quality due to their inaccuracy
• A self‐attention based meta‐learner g is designed to learn an additional embedding for each 
node based on first‐order neighbors only
• Pre‐training GNN f		is designed to deal with cold‐start target nodes, while g is designed for enhancing 

representation of cold‐start neighbors
• Meta aggregator is an extension of pre‐training GNN model



• PT‐GNN
• Adaptive neighbor sampler

• Neighbor sampling as Markov Decision Process (MDP)
• An adaptive sampling strategy can be learned based on feedbacks of pre‐training GNN model
• Neighbor sampler can be formulated as a 𝐿 െ 1 MDP subtasks, where 𝑙௧௛ subtask indicates sampling 

l‐order neighbors
• All the first‐order neighbors are kept for a complete user profile, which means that the sampling will 

be conducted from second‐order to L‐order neighbors
• The overall process will finish after the l‐th subtask deletes all the neighbors or the L‐th subtask is 

finished
• No assumption of what kind of neighbors are useful is made



• PT‐GNN
• Adaptive neighbor sampler

• Task formulation
• State 𝑠௧

௟ : For the t‐th l‐order neighbor to be determined, state feature is defined as the cosine 
similarity between its initial embedding and target user u’s initial embedding, and the element‐wise 
product between its initial embedding of formerly selected neighbor by the l-1‐th subtask and the 
average embedding of all the formerly selected neighbors, respectively

• Action 𝑎௧
௟ : For the t‐th l‐order neighbor to be determined, 𝑎௧

௟ is defined as a binary value to 
represent whether to sample the neighbor or not

• Policy P: 



• PT‐GNN
• Adaptive neighbor sampler

• Task formulation
• Reward: Indicate whether the performed actions 

are reasonable or not, which is reflected by 
performance difference

• Objective function: Monto‐carlo policy gradient



• PT‐GNN
• Model training

• During joint training in line 4, each parameter is updated by a linear combination of its old version 
and the new version for stable optimization, i.e. Θ௡௘௪ ൌ 𝜆Θ௡௘௪ ൅ 1 െ 𝜆 Θ௢௟ௗ, where 𝜆 ≪ 1



• PT‐GNN
• Fine‐tune for downstream recommendation task

1. Neighbor sampling through pre‐trained neighbor sampler
2. Produce user/item embedding through pre‐trained meta aggregator
3. Obtain relevance score and perform fine‐tune through BPR loss



• PT‐GNN
• Datasets



• PT‐GNN
• Intrinsic evaluation results (embedding inference)



• PT‐GNN
• Extrinsic evaluation results (recommendation)



CIKM 2020



• Meta‐Tail2Vec
• Intuition

• Tail node embedding is a few‐shot learning task
• By using regression model trained by head nodes only, the quality of predicted tail node 
embeddings can approach which of head node embeddings, even with scarce structural 
information

• Motivation & Contribution
• How to learn effective embeddings for tail nodes with scarce structural information?

• Formulate the tail node embedding learning problem as a regression task via oracle reconstruction
• How to ensure that the regression model can fit both head and tail nodes?

• A base regression model hinged on link dropout is proposed
• How to adapt the model to the unique locality of each node?

• Locality‐aware tasks are formulated in a meta‐learning framework, which allows for easy local 
adaptation of the base model



• Meta‐Tail2Vec
• Problem formulation

• Given tail node set 𝑉௧௔௜௟ ൌ ሼ𝑣 ∈ 𝑉: |𝑁௩| ൑ 𝑘ሽ and head node set 𝑉௛௘௔ௗ ൌ ሼ𝑣 ∈ 𝑉: 𝑁௩ ൐ 𝑘ሽ , 
where |𝑁௩| is the node degree

• Denote embeddings of head nodes and tail nodes as 𝑂 ൌ ሼℎ௩: 𝑣 ∈ 𝑉௛௘௔ௗሽ and ሼℎ௩: 𝑣 ∈ 𝑉௧௔௜௟ሽ
respectively, which are actually node features in this work

• A regression model 𝐹ሺ𝑣; Θሻ is trained on the head nodes, treating 𝑂 obtained by base 
embedding model 𝜙 as the oracle embeddings
• 𝐹ሺ𝑣; Θሻ is expected to output new predicted embeddings ℎ௩෢ to reconstruct the oracle embeddings 𝑂
• Optimization:

• Goal: learn new embedding vectors for tail nodes ሼℎ௩෢: 𝑣 ∈ 𝑉௧௔௜௟ሽ with improved quality



• Meta‐Learned Few‐Shot Regression
• Embedding regression model

• m‐hop neighborhood aggregation

• 𝑥௩ is leveraged as the input of MLP to reconstruct the embedding ℎ௩



• Meta‐Learned Few‐Shot Regression
• Locality‐aware few‐shot regression tasks

• Why not more extreme pre‐train then fine‐tune strategy?    → Fine‐tune can easily cause 
overfitting in tail nodes due to limited structural information

• Episodic meta‐learning framework is adopted to learn an adaptable prior regression model
• Each task represents the unique locality of a node

• Given query node, we aim to predict its embedding after training on a set of support nodes
• The goal is to extract common prior knowledge of all tasks in an MAML manner

• Task formulation
• For each head node v, a meta‐training task 𝑇௩ ൌ ሺ𝑆௩, 𝑞௩ሻ is defined, where 𝑆௩ ൌ ሼ 𝑖, ℎ௜ : 𝑖 ∈ 𝑁௩෪ሽ
and 𝑞௩ ൌ ሺ𝑣, ℎ௩ሻ are support set and query respectively, where 𝑁௩෪ is the randomly sampled 
neighborhood with K neighbors

• For each tail node u, a meta‐testing task 𝑇௨ ൌ ሺ𝑆௨, 𝑞௨ሻ is defined, where 𝑆௨ ൌ ሼ 𝑖, ℎ௜ : 𝑖 ∈ 𝑁௨ሽ
and 𝑞௨ ൌ 𝑢, ? are support set and query respectively, where the embedding of u is unknown 
and to be predicted

• A prior regression model 𝐹ሺ𝑣; Θሻ is learned, which can be quickly adapted to new tasks by 
performing just a few gradient updates on the support set of the new task



• Meta‐Learned Few‐Shot Regression
• Task formulation

• Given task 𝑇௩ ൌ ሺ𝑆௩, 𝑞௩ሻ , the prior Θ will be adapted by 𝑆௩, generating local model Θ௩
ᇱ

• Afterwards, local model Θ௩
ᇱ will be applied to query node v to calculate the task loss, which is 

subsequently used to optimize prior Θ



• Meta‐Learned Few‐Shot Regression
• More details

• Why use neighbors of query node as support sets?    → Randomly sampled support nodes 
aren’t related to query node, thus can’t reflect the locality of query node

• Why randomly sample K neighbors as support set?    → Transform each meta‐training task as 
few‐shot regression task, which is more similar to meta‐testing tasks

• Only head nodes are kept/sampled in support set:    → Make sure they are all related to an 
oracle embedding for regression adaptation
• For meta‐testing tasks with no head nodes in support set, the original embedding will be directly 

used as output embedding



• Meta‐Tail2Vec
• Datasets



• Meta‐Tail2Vec
• Experiment results



• Meta‐Tail2Vec
• Experiment results



• Meta‐Tail2Vec
• Experiment results



• Meta‐Tail2Vec
• Experiment results



KDD 2021



• Tail‐GNN
• Intuition

• Prior two‐stage refinement model, such as meta‐tail2vec, can’t 
mitigate the bias and noise in base embedding model

• Tail nodes can be directly transformed into heavy nodes through 
missing neighborhood imputation

• Motivation and Contribution
• How to uncover missing information for tail nodes?

• Missing neighborhood can be imputed by exploring potential weak 
links and relational tie between head nodes and their neighborhood

• How to localize the missing information for individual tail node 
while maintaining the generality?
• A novel concept of transferable neighborhood translation can be 

exploited for missing neighborhood prediction
• How to utilize the predicted missing information in embedding 
model?
• A novel model Tail‐GNN is proposed to perform aggregation with 

missing information for tail nodes



• Tail‐GNN
• Neighborhood translation and missing information prediction

• Global neighborhood translation vector 𝑟௩ : ℎ௩ ൅ 𝑟௩ ൎ ℎேೡ, where ℎேೡ is the observed 
neighborhood representation obtained via pooling

• Missing information definition for tail nodes: 𝑚௩ ൌ ℎேೡ
∗ െ ℎேೡ, where ℎேೡ

∗ ൌ ℎ௩ ൅ 𝑟௩ is the ideal 
neighborhood representation



• Tail‐GNN
• Details for neighborhood translation

• How to transfer the neighborhood translation vector to achieve localizing
• Scaling + Shifting: based on global translation vector 𝑟௩ and local context



• Tail‐GNN
• Details for proposed Tail‐GNN method

• Neighborhood aggregation with missing information

• Objective function



• Tail‐GNN
• Other details for model training

• Contrastive strategy: Generate more training 
data through head node link dropout to form 
correspondence
• Help model to learn how to exactly impute 

missing neighborhood
• Raw training set is composed of heavy nodes 
only, and tail nodes are only contained in 
test/valid sets



• Tail‐GNN
• Datasets



• Tail‐GNN
• Experimental results



• Tail‐GNN
• Experimental results



ICLR 2022



• Cold Brew
• Intuition

• Tail nodes have unreliable or absent neighborhood
• Task definition: Strict Cold Start (SCS)

• Most public datasets have 3% to 6% isolated nodes
• Key to truly inductive GNN model

• Motivation & Contribution
• How to generalize better to tail and SCS nodes?

• Cold Brew framework is proposed to distill the 
knowledge of a node‐wise Structural Embedding 
(SE) enhanced GNN teacher model into a MLP
student model

• How to select cold‐start‐friendly model 
architecture?
• A new metric Feature‐Contribution Ratio (FCR) is 

defined to quantify the contribution of node 
features w.r.t. the adjacency structure in the dataset 
for a specific downstream task



• Cold Brew
• Strict Cold Start generalization

• Prerequisites
• Given node number N and node embedding dimension d
• Due to 𝑁 ≫ 𝑑, the node embeddings form an overcomplete set in the d‐dimensional space
• It’s possible that any node representation can be cast as a linear combination of 𝐾 ≪ 𝑁 existing 

node representations
• Overall strategy

• Naïve node‐wise MLP is inferior due to its ignorance to graph information
• Teacher‐student knowledge distillation procedure

• Teacher GNN model embed nodes onto a d‐dimensional manifold with structural information
• Student model learn a mapping from node features and virtual neighborhood to the manifold 

without access to structural information
• Note: Unlike traditional knowledge distillation task, Cold Brew aims to train a student model 

better than the teacher under tail and SCS task setting, where GNN‐based teacher model 
usually fails



• Cold Brew
• Strict Cold Start generalization

• Teacher model: Structural Embedding Enhanced GNN 
(GCN for example)
• SE‐GNN enables each node to encode self and neighbors’ 

label information into its own embedding
• Structural embedding can avoid over‐smoothing

• Student MLP model
• The first MLP aims to mimic the node embedding 

generated by GNN teacher
• The second MLP aims to transform both target node 

feature and virtual neighborhood into the embedding of 
interest



• Cold Brew
• Strict Cold Start generalization

• Student MLP model
• Given embedding of interest 𝐸ത , the first MLP will learn a mapping from input node feature to 𝐸ത , s.t.

𝜉ଵ: 𝑥௜
ሺ଴ሻ  →  𝑒௜, 𝑒௜ ൌ 𝐸തሾ𝑖, : ሿ

• 𝐸ത can be the final output of teacher GNN, s.t. 𝐸ത ∈ 𝑅ேൈௗ೚ೠ೟

• 𝐸ത can also be the concatenation of all intermediate results of teacher GNN, s.t. 𝐸ത ∈
𝑅ேൈሺௗ೚ೠ೟ାௗ೓೔೏೏೐೙∗ሺ௅ିଵሻሻ



• Cold Brew
• Strict Cold Start generalization

• Student MLP model
• Virtural neighborhood discovery based on self‐attention

• Θ௄ሺ൉ሻ is the top‐K hard thresholding operator
• Every node embedding, whether or not seen previously, can be decomposed as a linear 

combination of the given overcomplete basis

• The second MLP will learn mapping 𝜉ଶ: ሾ𝑥௜, 𝑒௜ሿ →  𝑦௜
• 𝑦௜ is the ground truth or target of interest for node i.



• Cold Brew
• Model interpretation from label smoothing perspective

• Errors of label prediction are proportional to the difference of features after neighborhood 
aggregation

• For teacher model
• Due to the additional structural embedding, the approximately smoothed 𝑥௜ can be formalized as 

ଵ
ௗ೔೔

∑ 𝑎௜௝𝑥௝௝∈ே ൅ 𝐸ത : , 𝑖 ൅ 𝜖௜

• The error 𝜖௜ can be lowered if 𝐸ത is properly learned, allowing higher flexibility and expressiveness
• For student model

• Without neighborhood aggregation, error 𝜖௜ will be non‐negligible, leading to higher loss in the 
label prediction

• Cold Brew mitigate the issue through virtual neighborhood aggregation



• Cold Brew
• Feature‐Contribution Ratio

• Basic intuition: SCS generalization difficulty is proportional 
to the contribution ratio of node features

• Two submodules
• For node features only: an MLP is built to map the self‐

features to self‐labels
• For adjacency structure only: a Label Propagation (LP) 

method is adopted to learn representations from self‐ and 
neighbor‐labels

• Formalization
• Given graph dataset G, the contribution of a submodule is 

defined to be residual performance of the submodule 
compared to a full‐fledged GNN

• Denote 𝑧ெ௅௉, 𝑧௅௉, 𝑧ீேே as the performance of MLP 
submodule, LP submodule and full GNN on the test set

𝐹𝐶𝑅 𝐺 ൌ ൞
ሾ0%, 50%ሻ  → 𝑧ீேே ൐ 𝑧௅௉ ൐ 𝑧ெ௅௉
50%, 100% → 𝑧ீேே ൐ 𝑧ெ௅௉ ൐ 𝑧௅௉
100%, ൅∞ → 𝑧ெ௅௉ ൐ 𝑧ீேே ൐ 𝑧௅௉



• Cold Brew
• Datasets and splits

• Head data: top 10% highest degree nodes and induced subgraph
• Isolation data: nodes correspond to the bottom 10% of the degree distribution, with all the 
edges artificially removed

• Tail data: top 10% lowest degree nodes in the remaining graph
• Overall data: without distinguishing head/tail/isolation



• Cold Brew
• Experiment results (FCR evaluation)



• Cold Brew
• Experiment results (Node classification)



• Cold Brew
• Experiment results



• Other related work
• Sampling bias in skip‐gram based node embedding

• S. Kojaku, et.al. Residual2Vec: Debiasing graph embedding with random graphs. NIPS 2021
• Inspired by built‐in debiasing mechanism in skip‐gram negative sampling word2vec, Residual2Vec 

proposed to debias from the noise distribution based on dcSBM random graph to precisely reflect 
structural information

• Introduce additional heterogeneous information
• S. Wang, et.al. Privileged Graph Distillation for Cold‐Start Recommendation. SIGIR 2021

• Distill knowledge of user‐item‐attribute heterogeneous graph into user/item‐attribute bipartite 
graph to generate effective cold‐start representation only based on attribute

• Z. Liu, et.al. Learning Representations of Inactive Users: A Cross Domain Approach with Graph 
Neural Networks. CIKM 2021
• With auxiliary social network signal, transfer learning is conducted to make cold‐start users able to 

benefit from knowledge of head users
• J. Zheng, et.al. Multi‐view Denoising Graph Auto‐Encoders on Heterogeneous Information 
Networks for Cold‐start Recommendation. KDD 2021
• A meta‐path based DGAE is proposed to help tail users make better use of limited semantic 

information from scarce meta‐paths



• Conclusion
• Background of low degree bias: observation and intuitive causes
• Debias Strategy

• Debias with heterogeneous information: 
(mainstream strategy) 

• Debias from sampling‐level: Residual2vec

• Debias from model‐level:
(On the rise, under‐explored)

HIN‐based: MvDGAE

Content‐based recommendation: Privileged Graph Distillation

Social network/KG enhanced: CD‐GNN

Self‐supervised learning based: PT‐GNN

Meta‐learning based: Meta‐Tail2Vec

Missing information imputation based: Tail‐GNN

Knowledge distillation based: Cold Brew
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